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1 简介

在讨论基于最大似然函数优化的线性回归模型的时候，我们发现模型的复

杂度受限于基函数的个数和训练数据集合的大小。通常，为了避免过度拟合（导

致巨大的模型系数），我们采用的办法是向对数最大斯然函数加上一个正则项。

所以，基于最大似然函数的优化关键在于选择正则项以及基函数的形式。

因此，基于最大似然函数的优化普遍存在模型选择问题。我们必须选择合

适的模型以避免过高的复杂度。通常，直接优化似然函数的方法并不可取，这样

会导致过度拟合。我们在之前的博文中讨论过使用多份独立的数据做模型选择，

但是这样一增加了计算复杂度，二浪费了宝贵数据。在本文中，我们讨论基于贝

叶斯的线性回归方案。
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2 参数分布

2.1 共轭先验估计

通过引入参数 w 的先验估计，我们讨论基于贝叶斯的线性回归方案。我们

假设已经知道噪声的精度 β 是个常数。我们知道似然函数 p(t|w) 关于 w 的指

数二次型函数。那么，其对应的共轭先验函数也一定是高斯分布的。

p(w) = N (w|m0,S0) (2.1)

这个共轭先验函数的均值是 m0，协方差矩阵是 S0。

2.2 后验估计

后验估计是先验估计和似然函数的乘积。由于共轭先验函数是高斯函数，后

验估计也是高斯的。对于高斯后验估计我们有：

p(w|t) = N (w|mN ,SN ) (2.2)

其中：

mN = SN (S−1
0 m0 + β�T t) (2.3)

S−1
N = S−1

0 + β�T � (2.4)

权重矢量的最大后验估计 wMAP = mN。如果我们假定 S0 = αI, α → 0，

均值 mN 就会收敛到最大似然解 mML。这个 S0 = αI 这个假设意味着相互独

立相同分布。如果 N = 0，则后验估计就是先验估计，这表明没有收到任何数

据，也就无所谓后验之说。另外，如果数据是串行到达的，那么，当前时刻的后

验估计可以作为下一时刻数据的先验估计。注意，迭代的思想就有了。

3 一个例子

我们考虑这样一个先验分布：

p(w|α) = N (w|0, α−1I) (3.1)

对应的后验分布如 ~(2.2) 所示，其中：

mN = βSN �T t (3.2)

S−1
N = αI + β�TΦ (3.3)
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后验估计的对数形式是：

ln p(w|t) = −β

2

N∑
n=1

{tn − wTϕ(xn)}2 −
α

2
wT w + const (3.4)

根据式 ~(3.4) 最大化 w 等效于最小化加了正则项的平方和误差函数，其中

正则项的系数为 α
β。

接下来，我们来描述一个线性基函数模型和迭代更新后验估计的过程。考虑

单输入变量 x，单目标变量 t，以及模型 y(x,w) = w0+w1x。因为这个模型只有

两个自适应参数，我们可以在 w 域直接把先验函数和后验估计画出来。我们从

f(x,a) = a0 + a1x, a0 = −0.3, a1 = 0.5 获得数据：首先从均匀分布 U(x| − 1, 1)

中获得随机的 x，然后计算 f(x,a)，最后加上一个标准差为 0.2的高斯噪声。我

们的目标是从最终受噪声污染的数据中，恢复 a0, a1。我们假定噪声方差是已知

的。所以参数的精度为 β = (1/0.2)2 = 25。同样我们设置 α = 2.0。

图 1 演示了当数据量越来越多时先验估计和后验估计迭代更新的过程。

图 1: 先验估计和后验估计迭代更新的过程

图 1 同时演示了当前的后验估计作为下一个数据到来时 w 先验估计的过

程。首先，第一行中间的图对应着还没有数据到达时 w 域上的先验分布，最右

边的图对应着随机取 w 六次时 y(w, x) = w0 +w1x 的图像。我们可以看到这个
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时候的图像完全是随机的，因为这个时候我们没有收到任何关于 x 的信息。

在第二行里，我们收到了一个数据点（第二行最右侧图里的蓝色圆圈）。第

二行左手边的图是关于 w 的先验估计 p(t|x,w)。注意这个先验函数约束到所有

的 y(x,w) = w0 + w1x 都必须经过或者几乎经过接收到的数据点（就是那个蓝

色的圆圈）。我们把这个似然函数乘以第一行的先验估计，我们得到了第二行的

后验估计。第二行最右边展示了第二行中间的后验估计 w 采样点。我们可以看

到这些 y(w, x) = w0 + w1x 都几乎通过蓝色的数据点。

第三行展示了观测到第二个数据点后的效果。第三行的最左边展示了这个

点的似然函数，第三行中间的图展示了这个似然函数与第二行得到的后验函数

的乘积后获得的新的后验函数。这个后验函数是受两个数据点影响的函数。因

为两个点决定一条直线，所以从这个后验分布上采样的 w 可以比较完美的通过

两个数据点（见第三行最右边的图）。

第四行展示了观测到 20 个数据后的效果。左手边的图展示了第 20 个数据

点的似然函数，中间的图展示了基于所有 20 个数据点的后验估计。我们可以看

到这个后验估计已经相当精确。当有无穷多个数据点到达时，这个后验估计就

会变成一个 δ 函数。

4 后记

这篇文章展示了使用贝叶斯方法不断逼近参数 w 真实值的过程。在逼近过

程中我们使用的先验函数是高斯的。当然，我们也可以使用其他的先验函数，比

如：

p(w|α) =
[
q

2
(
α

2
)1/q

1

Γ(1/q)

]M
exp

(
− α

2

M∑
j=1

|wj |q
)

(4.1)
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